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Аннотация: В статье рассматриваются все стадии разработки приложения для распознавание объектов на радиолокационных изображениях земной поверхности с использованием нейронной сети: сбор, разметка, анализ и обработка входных данных, выбор архитектуры, реализация программной части и анализ полученных результатов.
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Введение

В ходе работы радиолокаторов с синтезированной апертурой создаются радиолокационные снимки земной поверхности, на которых имеются объекты, имеющие практический интерес к их распознаванию.
С целью снижение нагрузки на операторов дешифрирования радиолокационных изображений за счёт автоматизации процесса распознавания объектов на радиолокационных изображениях была поставлена задача – создать программу, решающую данную проблему. Данная программа будет обрабатывать радиолокационные изображения земной поверхности. Обработка включает в себя распознавание объектов, их выделение на изображении и дальнейшая классификация. После обработки создает изображение с выделенными на нем объектами и подписанными под ними классами, такими как танки, самолеты, корабли, орудия, ВПП. Данные представлены в виде черно-белых изображений формата bnp, полученных из волн разного угла падения и способа создания и приема. Программа будет работать в среде Windows и будет требовательна к железу. В дальнейшем планируется использовать полученные данные для создания интерактивной карты обстановки и нанесения на нее распознаваемых объектов.


Известные подходы в задачах распознавания объектов на радиолокационных изображениях

Космический и воздушный радар с синтезированной апертурой способен работать в любых погодных условиях для создания изображений РСА с высоким разрешением; таким образом, РСА широко используется как в военной, так и в гражданской областях. Интерпретация изображений РСА - это неизбежный способ получить полную информацию о конкретном изображении РСА. Однако из-за механизма формирования изображений рассеяния и спекл-шума на изображениях РСА интерпретация и понимание изображений РСА намного сложнее, чем у оптических фотографий [1]. Несколько лет назад многие алгоритмы, основанные на глубоком обучении, были хорошо разработаны для автоматического распознавания цели РСА (АРЦ) [2,3], на котором сосредоточено внимание в данной работе.
Для создания систем автоматического распознавания цели (АРЦ) для интерпретации РСА лаборатория Линкольна Массачусетского технологического института предложила стандартную архитектуру РСА АРЦ. Структура состоит из трех этапов: обнаружение, распознавание и классификация / распознавание [4]. Часть обнаружения заключается в извлечении областей-кандидатов, которые могут включать цели из изображений РСА с помощью детектора постоянной вероятности ложных тревог (ПВЛТ). Однако эти регионы включают не только цели, которые мы хотим распознать, такие как танки и машины, но и фоновые объекты, например, здания и деревья. Затем, в части распознавания, дискриминатор, обученный несколькими вручную созданными функциями, используется для разделения регионов на два класса, целевые и нецелевые, для уменьшения количества ложных тревог. Вывод дискриминатора будет отправлен классификатору для определения типа целей, и эта операция называется классификацией / распознаванием. Если цели находятся в длительных рабочих условиях, это сильно повлияет на качество классификации. Чтобы предоставить достаточно образцов для этих моделей РСА АРЦ, был осуществлен проект под названием «Захват и распознавание движущихся и стационарных целей на основе моделей» [5]. В последние несколько лет большинство исследователей сосредоточились только на одной из этих трех стадий, выдвигая теории, такие как сегментация сцены, распознавание целей, извлечение признаков, создание классификатора и так далее. Однако эти теории и алгоритмы просто не работают в определенных условиях эксплуатации, что не позволяет применять их повсеместно. Это также приведет к изоляции процедуры и увеличению сложности обнаружения и распознавания соединения.
Надежная и универсальная система требует эффективной связи между обнаружением и распознаванием, поэтому были предложены сквозные модели [6,7], в которых применяются надежные обучаемые классификаторы, такие как Adaboost и метода опорных векторов (МОВ) [8,9,10] для реализации РСА АРЦ. Хотя эти модели End-to-End РСА АРЦ могут реализовать соединение между тремя этапами, они все еще не так эффективны, как мы ожидали. Такие проблемы, как разница в размерах и несоответствие целевой позиции между обучающими выборками и интерпретацией изображений, все еще требуют решения.
Нейронные сети могли автоматически извлекать признаки и добились замечательных достижений в оптическом обнаружении изображений. Были предложены области со сверточной нейронной сетью (R-CNN), Fast R-CNN и Faster R-CNN, которые могут с высокой точностью распознавать различные виды объектов с разными размерами на оптических изображениях [11,12,13]. Был предложен You Only Look Once (YOLO), который обеспечивает быстрое обнаружение, но точность ниже, чем Faster R-CNN [14]. 
Вдохновленные этими передовыми методами, многие исследователи пытались внедрить методы глубокого обучения в область обнаружения и распознавания целей РСА для решения проблем в сквозных моделях. Морган реализовал распознавание цели РСА с помощью CNN и подтвердил ее способность извлекать характеристики цели РСА [15]. Хансен и Динг решили проблемы смещения цели, случайного спекл-шума и отсутствия позы с помощью CNN и доказали, что CNN обладает хорошей устойчивостью по сравнению с другими классификаторами [16,17]. Чен построил полностью сверточную сеть под названием A-ConvNets, чтобы реализовать распознавание целей РСА, и решил проблему чрезмерной подгонки, вызванную отсутствием обучающих выборок [18]. Вышеупомянутые исследователи подтвердили, что сверточные нейронные сети могут быть реализованы в каждом процессе интерпретации изображений РСА, но они все еще находятся в диапазоне трехэтапного процесса, универсальная модель, которая может интерпретировать изображения РСА больших сцен сразу, все еще находится в стадии изучения.

Обработка исходных данных

Для решений поставленной задачи были получены радиолокационных изображениях земной поверхности, синтезированных в реальных условиях с помощью РСА. Они были получены путем обрезки большого изображения в местах сосредоточения объектов, представляющих интерес к распознаванию. Изображения были в формате .bnp в количестве около 700. и имели разрешение  1024х4096, 2048х4096, 3072х4096, 4096х4096.
Исходные данные отличались углом падения (азимутом) и особенностями приема и отправки сигнала – поперечная или продольная волна
После предварительного анализа изображений были отобраны 350, которые были разделены на тренировочную и тестовую выборки в соотношении 75% к 25%, причем тестовая выборка содержала полной объем информации (были представлены все классы в соотношении близком к тренировочной)
Для маркировки изображения использовалась программа Labelimg, на выходе которой получаются файлы формата .xml с данными о местоположении объектов на изображении.
Были выбраны следущие классы изображений:
· 'Plane_1'
· 'Plane_2'
· 'Tank'
· 'Ship'
· 'Cannon'
После этого происходил процесс маркировки изображений

Разработка и оценка модели

Для решения нашей задачи была выбрана архитектура сети Faster RCNN  - она имеет хорошие результаты в тестах по object detection а также отличается быстротой своей работы, что позволит в будущем использовать ее в режиме реального времени на борту радиолокатора

Архитектура и алгоритм работы Faster RCNN:

Данные входного изображения обрабатывается CNN (сверточной нейронной сетью), на выходе которой мы получаем feature maps(карту признаков).  Далее вычисляются регионы кандидаты с помощью Region Proposal Network (RPN). В рамках RPN по извлечённым CNN признакам скользят «мини-нейросетью» с небольшим (3х3) окном. Полученные с её помощью значения передаются в два параллельных полносвязанных слоя: box-regression layer (reg) и box-classification layer (cls). Выходы этих слоёв базируются на так называемых anchor-ах: k рамках для каждого положения скользящего окна, имеющих разные размеры и соотношения сторон. Reg-слой для каждого такого anchor-а выдаёт по 4 координаты, корректирующие положение охватывающей рамки; cls-слой выдаёт по два числа – вероятности того, что рамка содержит хоть какой-то объект или что не содержит. В конце стоит бинарный классификатор который принимает на вход данные о регионах кандидатах от RPN и признаки исходного изображения из feature maps с помощью процедуры RoIPooling. Окно региона шириной w и высотой h делилось на сетку, имеющую H×W ячеек размером h/H × w/W. (Авторы документа использовали W=H=7). По каждой такой ячейке проводился Max Pooling для выбора только одного значения, давая таким образом результирующую матрицу признаков H×W.
Для того, чтобы разделять признаки, получаемые в CNN, между RPN и модулем детектирования, процесс обучения всей сети построен итерационно, с использованием нескольких шагов:
Инициализируется и обучается на определение регионов-кандидатов RPN-часть.
С использованием предлагаемых RPN регионов заново обучается Fast R-CNN часть.
Обученная сеть детектирования используется, чтобы инициализировать веса для RPN. Общие convolution-слои, однако, фиксируются и производится донастройка только слоёв, специфичных для RPN.
С зафиксированными convolution-слоями окончательно донастраивается Fast R-CNN.

Для реализации модели был выбран фреймворк Tensorflow и его API, который в свою очередь наиболее легок в ознакомлении начинающему пользователю и обладает множеством возможностей. Его минусом является плохая масштабируемость, что в данном конкретном случае не важно.
Для решений нашей задачи были выбрана модель faster_rcnn_inception_v2_coco_2018_01_28 , обученная на датасете coco и уже имеющая методанные о работе с изображениями.
При обучении использовались методы аугментации входных данные, такие как: случайный поворот, случайное изменение значения пикселей, случайное изменение размеров изображения, случайное изменение контрсастности, яркости, оттенка и джиттер маркировки.
Обучение проводилось на видокарте geforce gtx 1080 ti до стабилизации общей функции потерь ниже 0.05

Оценка точности:

Точность модели по метрикам mAP и AR составила 0.91 и 0.54 соответственно, что является достойным результатом, при высокой скорости работы модели - на видеокарте GTX 1080 Ti программа распознает больше 4х кадров изображения 1024 х 1024 в секунду. 
Заключение

В данной работе было рассмотрено решение поставленной задачи – распознавания объектов на радиолокационных изображениях земной поверхности. 
На основе обзора и анализа специфики разработки алгоритмов распознавания объектов на изображениях было реализовано программное обеспечение для распознавания объектов на радиолокационных изображениях.
Программное обеспечение реализовано на языке Python в среде Anaconda 3 с использованием фреймворка машинного обучения Tensorflow. При выборе архитектуры нейронной сети, являющейся главной компонентной программы, были проанализированы требования к программе и на их основе выбрана самая современная из имеющихся на данный момент архитектур, удовлетворяющая поставленным перед программой требованиям – Faster R-CNN. Даная архитектура отличается достаточной скоростью работы и высокой точностью. Программа работает как на графических, так и на обычных процессорах. Точность модели по метрикам mAP и AR составила 0.91 и 0.54 соответственно, что является достойным результатом, при высокой скорости работы модели - на видеокарте GTX 1080 Ti программа распознает больше 4х кадров изображения 1024 х 1024 в секунду. Программа отличается от классических методов высокой точностью и малым количеством ложным срабатываний, выраженных метриками mAP и AR соответственно. Также она превосходит другие архитектуры нейронных сетей в точности, незначительно уступая им в скорости.
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